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Wie stehen Sie bei 
Ebbe da?

Gerade als der Sommer Einzug  
in unser Büro hielt, erschien das 
aktualisierte Fact Sheet Hedge-

fonds, das zusammen mit der zugrunde-
liegenden „Investor Survey“ des deutschen 
Bundesverband Alternative Investments 
(BAI) aufhorchen lässt. Demnach planen 
rund 60 % der befragten Investoren, ihre 
Anlagen in Long-only Alternative Invest-
ments wie Private Equity oder Infrastruk
tur zu erhöhen. Erstaunlicherweise plant 
jedoch keiner der Befragten (0 %!), seine 
Allokation in so genannte Hedgefonds 
zu erhöhen und nur 15 % sind bereits 
investiert. 

Um es klar zu sagen: Hedgefonds
anbieter sind nicht die testosteronge
steuerten Handelshäuser, die man aus 
Filmen wie „The Big Short“ kennt. Heutzu
tage sind die meisten von ihnen durch-
dachte „alternative Investmentfonds“ 
(AIFs), die von denselben Behörden regu-
liert werden wie UCITS. AIFs sind jedoch 
flexibler als OGAW-Fonds: sie können 
Short-Positionen auf einzelne Wertpapiere 
eingehen. Die meisten AIFs bieten keine 
tägliche Liquidität, so dass sie in weniger 
liquide Positionen investieren können. 
Investoren in Private Equity, Immobilien 
oder Infrastruktur sind gar in noch 
stärkerem Maße bereit, Illiquidität zu 
akzeptieren.

Die Ergebnisse der Umfrage überra-
schen angesichts der jüngsten Entwick-
lungen auf den Kapitalmärkten. Zwischen 
2011 und 2021 ist die fünfjährige Bund-
rendite von 2,7 % auf – 0,6 % gefallen.  
Die niedrigen Zinsen führten zu einem 
Boom bei Private Assets. Doch 2022/23 

kam die Wende und vor wenigen Mona-
ten stieg die fünfjährige Bundrendite 
wieder auf 2,8 %. Dieser Anstieg hat viele 
Anlageklassen erschüttert. Branchen wie 
der Bausektor stecken in der Krise, über-
schuldete Private-Equity-Fonds wanken 
unter der Last ihrer Schulden und einige 
Gewerbeimmobilien erlitten zweistellige 
Verluste. Vor diesem Hintergrund sind 
die Aussichten von Long-only Private 
Equity nicht besonders einladend.
Für diejenigen, die opportunistische 
Kreditstrategien in AIF-Strukturen ver
folgen, bieten sich hingegen zunehmend 
attraktive Möglichkeiten. Für sie sehen 
die kommenden Jahre so gut aus wie 
seit zwei Dekaden nicht mehr. Frei von 
UCITS-Beschränkungen kann zudem 
opportunistisch gehandelt werden:

	� Auswahl profitabler Unternehmen, 
die in vom Kapitalmarkt gemiedenen 
Sektoren tätig sind und deren Anlei-
hen hohe Zinsen bieten. Gewerbe
immobilien stehen beispielsweise 
unter Druck, aber Betreiber von 

Rechenzentren und Kühlhäusern 
haben von der Pandemie profitiert.

	� Eingehen von Short-Positionen. 
Häufig handelt es sich um über-
schuldete Unternehmen, die von 
ihren Private Equity-Investoren 
nicht mehr unterstützt werden kön-
nen oder wollen. Der kommende 
Wirtschaftsabschwung könnte ihre 
Liquidität übersteigen. 

	� Beteiligung an Rekapitalisierungen. 
In früheren Abschwüngen standen 
öffentlich gehandelte Hochzinsan
leihen im Zentrum des Sturms. Jetzt 
scheinen jedoch variabel verzinsliche 
Privatkredite auf dem schnell wach-
senden Markt für Direktkredite ein 
größeres Problem darzustellen.

Kurzum: Es ist unwahrscheinlich, dass 
die Gewinner der Niedrigzinsära in 
einem Umfeld steigender Zinsen ähnlich 
hohe Renditen erzielen werden.

Deutsche Investoren sind kein 
Einzelfall. Weltweit haben viele Insti
tutionen aus meiner Sicht zu wenig in 
opportunistische Kreditstrategien allo-
kiert, darunter auch in die erwähnten 
„Hedgefonds“. Das war in Ordnung, 
solange das Gros der Anlagen im Preis 
stieg und die Volatilität gering blieb. 
Aber wie der berühmte Investor Warren 
Buffett einmal sagte: „Erst wenn die 
Ebbe kommt, sieht man, wer nackt ge-
schwommen ist“. Einige Anleger bauen 
ihre Long-only-Positionen aus, nur weil 
sie in den letzten 10 Jahren gut gelaufen 
sind. Das scheint aktuell, wo die Ebbe 
kommt, die falsche Entscheidung zu sein.

WOLFGANG SUSSBAUER  Head of Germany & Austria bei PGIM Fixed Income, München

»In einem Umfeld 
steigender Zinsen 
wird es andere 
Gewinner geben als 
in der Niedrigzinsära.«
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Doppelt diversifiziert 
in unruhigen Zeiten  

In der Vergangenheit kam Anleihen 
eine Doppeltrolle im Portfolio zu; sie 
lieferten attraktive Ausschüttungen 

und boten eine Diversifizierung zu Risi-
koanlagen. In jüngster Zeit hat sich diese 
Dynamik jedoch verschoben; steigende 
Zinsen und die Inflationsdynamik haben 
traditionelle Portfolios stark belastet. 
Anleger müssen sich folglich nach ande-
ren Quellen umsehen, um sowohl Rendi-
te als auch Diversifizierung zu erzielen.

Hier kommen Liquid Alternatives ins 
Spiel. Die Hauptmotivation für eine Allo-
kation in diese Strategien ist die Stabili-
sierung der traditionellen Investoren-
portfolios. Diversifikationseffekte 
ent stehen, wenn mehrere, nicht perfekt 
korrelierte Renditequellen kombiniert 
werden. Je geringer diese Korrelationen 
und je größer die Anzahl unkorrelierter 
Renditequellen, desto höher der poten-
zielle Diversifizierungsvorteil.

Der Einsatz nicht-traditioneller Anla-
getechniken, insbesondere die Möglich-
keit, eine Marktmeinung durch direk-
tionale Short-Positionen oder markt    -
unab häng ige Relative-Value-Trades 
auszudrücken, sowie das Engagement 
in  einem breiten Spektrum von Anlage-

klassen und Ins trumenten bedeuten, 
dass Liquide Alternatives eine große 
 Palette an unabhängigen Renditeströ-
men bieten können. Die Strategien sind 
daher inhärent bereits diversifiziert 
und wirken zusätzlich diversifizierend 
auf das Gesamtportfolio. Die dadurch 
entstehende, strukturell niedrige Kor-
relation vieler Liquid Alternatives zu 
traditionellen Risikoanlagen macht sie 
somit zu einem potenziell sehr nützli-
chen Instrument für institutionellen 
Investoren.

 Das meiste Interesse auf Seiten ins-
titutioneller Investoren besteht im Be-
reich des geringen Netto-Aktienengage-
ments (Beta ≤ 0,3) sowie an Strategien 
mit Marktunabhängigkeit. Aber auch 
maßgeschneiderte Overlay-Strategien 
mit Hedging-Charakter spielen eine 
wichtige Roll. Strategien zur Absiche-
rung des „Deep Tail“-Risikos, die im 
 Falle einer schnellen und extremen 
 Korrektur außergewöhnliche Konvexi-
tät bieten, haben sich dagegen als weni-
ger attraktiv erwiesen. Hintergrund  
ist, dass Risiko-Assets langfristig eine 
 positive Ertragserwartung bieten. 
Deep-Tail-Strategien kosten in nor ma-

len  Zeiten oftmals Rendite, weshalb sie 
für die Anleger schwierig zu halten sind.

Eine Alternative  finden Anleger 
 zumindest teilweise im Segment der 
Multi- Asset- und Multi-Strategie-Pro-
dukte. Sie geben Portfoliomanagern 
mehr Werkzeuge an die Hand, wovon 
Investoren im Zuge der Diversifikation 
pro fitieren. Beispielsweise vereinen sie 
konvergierende und divergierende 
 Strategien und können so allwettertaug-
liche Renditeprofile erzielen. CTA/ 
Managed Futures sind ein Beispiel für 
divergierende Strategien, da sie die auf-
grund  ihrer impliziten Long-Volatilitäts-
merkmale „crisis alpha“, also Gewinne 
in  Krisenzeiten, bieten. Das ist ein Grund 
für das gestiegene Interesse an diesen 
Strategien.

Weitere aktuelle Trends, die wir bei 
institutionellen Anlegern beobachten, 
sind die Konzentration auf eine verbes-
serte Rendite durch nicht-traditionelle 
Anlagequellen sowie die Diversifizie-
rung des Aktienrisikos innerhalb des 
Portfolios. Speziell im Bereich der liqui-
den alternativen Anlagen stellen wir 
auch eine Präferenz für eine größere 
Portfoliotransparenz, eine stärkere 
Portfoliodiversifizierung, und kosten-
günstigere Lösungen fest. Dies führt 
häufig dazu, dass systematische Ansät-
ze gegenüber diskretionären Strategien 
bevorzugt werden. Die sorgfältige Aus-
wahl der passenden Strategie und 
 Manager ist letztlich entscheidend um 
die gewünschten Effekte im Portfolio 
zu erzielen. 

ORI GOTFRID Senior Director, Leiter bfinance Deutschland, München

»Die strukturell niedrige Korrelation  
macht Liquid Alternatives zu einem 
nützlichen Diversifikationsinstrument.«
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Maschinelles Lernen zur Vorhersage von Aktienrenditen hat in 
jüngerer Vergangenheit stark an Bedeutung gewonnen. Im folgenden 
Artikel untersuchen Prof. Dr. Vitor Azevedo, Sebastian Kaiser und 
Prof. Dr. Sebastian Müller die Out-of-Sample-Performance von 240 
Aktienmarktanomalien, die durch 40 Algorithmen des maschinellen 
Lernens in einer internationalen Datenstichprobe verbessert wurden.

Aktienmarktanomalien 
und maschinelles Lernen
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1 Einführung

In den letzten Jahren haben führende Finanzzeitschriften 
mehr als 400 Aktienmarktanomalien veröffentlicht, die (schein­
bar) in der Lage sind, Aktienrenditen vorherzusagen. In diesem 
Zusammenhang wird mittlerweile von einem „Faktor­Zoo“ 
gesprochen (Cochrane, 2011). 

Die Herausforderung, sich im hochdimensionalen Fak­
tor­Zoo zurechtzufinden, wird durch das Problem des Daten­ P­
Hackings, der Nicht­Stationarität der Daten sowie kurzen 
Zeitreihen noch verstärkt. Herkömmliche Methoden wie Re­
gressionsanalysen sind möglicherweise nicht in der Lage, 
diese Herausforderungen zu adressieren. Zumindest sollten 
höhere Hürden zur Prüfung der statistischen Signifikanz 
angelegt werden (Harvey, 2017). Um ein besseres Verständnis 
zu erlangen, welche dieser Faktoren tatsächlich relevant sind, 
werden neuere Methoden benötigt. Ziel und Inhalt wissen­
schaftlicher Diskussion ist es, entweder die richtige Gruppe 
von Faktoren mit echter Vorhersagekraft auszuwählen oder 
die Anomalien für Prognosezwecke geschickt zu kombinieren. 

Die enormen Fortschritte im Bereich des maschinellen Ler­
nens und der künstlichen Intelligenz sowie die Fähigkeit in­
telligenter Algorithmen, komplexe Zusammenhänge in großen 
Datensätzen aufzudecken, haben allerdings das Potenzial, ei­
nen lösungsorientierten Beitrag zu leisten.

Um die potenziellen Vorteile des maschinellen Lernens zu 
testen, untersucht unsere Studie nicht lineare Beziehungen 
zwischen dokumentierten Renditeanomalien und weltweiten 
Aktienrenditen mittels einer breiten Palette verschiedener 
maschineller Lernalgorithmen. Unsere maschinellen Lernmo­
delle berücksichtigen 240 individuelle Anomalien, um zu 
vermeiden, dass wesentliche Faktoren ausgelassen werden. 
Wir werten eine internationale Datenstichprobe mit bis zu 
38.001 Unternehmen pro Monat aus. So stellen wir sicher, dass 
eine umfangreiche und vielschichtige Datenstichprobe die 
Grundlage für unsere Analyse bildet.

2 Daten und Methodik

2.1 Daten, Vorverarbeitung und Berechnung  
von Anomalien
Im ersten Schritt wird eine lineare Benchmark erstellt, indem 
240 Aktienrenditeprädiktoren linear zu einem übergreifenden 
Signal kombiniert werden. Für die lineare Kombination bilden 
wir ein arithmetisches Mittel aus den Signalen der 240 
 Anomalien für jede Aktienmonatsbeobachtung des jeweiligen 
Landes von Juli 1980 bis Juni 2019. Es werden nur Aktien­
monatsbeobachtungen mit mindestens 100 unterschiedlichen 
Signalen einbezogen, um eine vielfältige Grundlage für unse­
ren Basisfaktor zu gewährleisten. Diese lineare Benchmark 
wird in der zweiten Phase mit verschiedenen nicht linearen 
maschinellen Lernmodellen hinsichtlich ihrer Vorhersage­
kraft bzw. den zusätzlich erzielten Gewinnen verglichen.

Um die Leistung des linearen Basisfaktors und der nicht 
linearen maschinellen Lernmodelle zu verbessern, werden in 
der Vorverarbeitung anstelle von Rohsignalwerten prozentu­
ale Signalwerte verwendet. Zu diesem Zweck werden die 
Anomalien monatlich für jedes Land in einen prozentualen 
Rang von 0 bis 1 transformiert. Dadurch soll ein potenzielles 
Rauschen aufgrund von Einflüssen lokaler Rechnungsle­
gungsstandards oder verschiedener Währungen innerhalb 
eines internationalen Aktiendatensatzes eliminiert werden. 
Darüber hinaus ermöglicht das beschriebene Verfahren, feh­
lende Werte mit einem Median von 0,5 aufzufüllen, ohne dass 
eine zukunftsorientierte Verzerrung entsteht.

Für die Leistungsbewertung der einzelnen Signale und der 
maschinellen Lernmodelle verwenden wir eine aktualisierte 
internationale Anomalie­Datenstichprobe, die mit dem Daten­
satz in Jacobs und Müller (2018) vergleichbar ist und 240 Fak­
toren umfasst. Unser Stichprobenzeitraum reicht von Juli 1980 
bis Juni 2019 und umfasst mehr als 66.000 verschiedene Akti­
en aus 44 Ländern. 

PROF. DR. SEBASTIAN MÜLLER
Professur Finance 
TU München
München

PROF. DR. VITOR AZEVEDO
Lehrstuhl für Finanzmanagement
TU Kaiserslautern
Kaiserslautern

SEBASTIAN KAISER 
Consultant
Roland Berger
München
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2.2 Zusammensetzung der untersuchten Modelle für 
maschinelles Lernen
In Übereinstimmung zum allgemeinen Vorgehen bei über­
wachten maschinellen Lernmodellen wird unsere Datenstich­
probe in eine Trainingsstichprobe, die die Signaldaten von 1980 
bis 2002 komprimiert, und eine Teststichprobe in den Folge­
jahren unterteilt. Nach dem Training und Testen unserer 
maschinellen Lernmodelle wird die jeweilige Modellleistung 
mit einer Portfolio­Sortierstrategie geschätzt. Im Allgemeinen 
prognostizieren unsere maschinellen Lernmodelle die zukünf­
tigen Aktienrenditen des nächsten Monats auf der Grundlage 
der beschriebenen Trainingsstichprobe. Diese Vorhersagen 
werden dann als Entscheidungsfaktor für unsere Dezil­Klas­
sifizierung in Long­Short­Portfolios verwendet.

Außerdem werden zwei verschiedene Methoden zur Merk­
malsreduktion (Lasso und ElasticNet) und zwei wissenschaft­
lich motivierte Auswahlverfahren auf der Grundlage des Sig­
nifikanzniveaus (t­Statistiken über 1,96 und t­Statistiken über 
3) angewandt. Zudem werden auch erweiterte und rollierende 
Fenster von fünf und zehn Jahren verwendet.

3 Portfoliokonstruktion mit Algorithmen des 
maschinellen Lernens

Bei den Ansätzen des maschinellen Lernens kommen zwei 
entscheidungsbaumbasierte Modelle, Gradient Boosting Ma­
chine (GBM) und Distributed Random Forest (DRF), sowie ein 
regressionsbasiertes Generalized Linear Model (GLM) zum 
Einsatz. Außerdem umfasst unsere Analyse zwei Convolutio­
nal Neural Networks (CNN) mit unterschiedlichen Architek­
turen und ein Recurrent Neural Network (RNN). Weitere 
Einzelheiten zu den Spezifikationen dieser maschinellen 
Lernmodelle finden sich in Azevedo et al. (2022).

Als Input für unsere sechs maschinellen Lernmodelle 
werden zwei Varianten von Zielwerten verwendet. Erstens 
werden unsere Modelle auf der Grundlage der tatsächlichen 
Renditen (rt+1,i ) im nächsten Monat trainiert (d.h. f (Anomali-
ent,i ) → rt+1,i ). Die zweite Analysevariante basiert auf einer 
Trainingsmethode mit rangsortierten Renditen des nächsten 
Monats pro Land und Monat (rpt+1,i ) als Zielwerten (d.h. f 
(Anomalient,i ) → rpt+1,i ). Diese rangbasierte Variante platziert 
die Renditen also in einem Datenbereich von 0 (geringste 
Rendite) bis 1 (höchste Rendite) und hat den Vorteil, dass das 
gleiche skalierte Muster von Ziel­ und Signalwerten vorliegt. 

ABBILDUNGABBILDUNG 1 1a stellt die Ergebnisse der auf Grundlage der 
prognostizierten Renditen dar. Es zeigt sich, dass unsere sechs 
nicht linearen Modelle für maschinelles Lernen den linearen 
Basisfaktor in Bezug auf die kumulierte wertgewichtete Rendi­
te deutlich übertreffen. Unsere lineare Basisfaktor­Benchmark 
weist eine durchschnittliche monatliche Rendite von 0,98 % 
auf (Zeitraum nach 2003). Das beste Modell ist das kleine CNN 
mit einer durchschnittlichen monatlichen Rendite von 1,99 % 
für denselben Zeitraum, gefolgt vom großen CNN (1,75 %) und 
dem RNN (1,47 %). Vergleicht man die Sharpe Ratio unserer 
Modelle, so ergibt sich die höchste Sharpe Ratio von 2,18 bei 
unserem kleinen CNN im Vergleich zum Basisfaktor mit einer 

Sharpe Ratio von 1,19. Bei den regressions­ und entscheidungs­
baumbasierten maschinellen Lernmodellen schneidet das 
GLM mit einer durchschnittlichen monatlichen Rendite von 
1,43 % (Zeitraum nach 2003) am besten ab.  Überraschenderweise 
übertrifft dieses GLM bei einer Gleichgewichtung der Portfo­
liokomponenten alle anderen Modelle, einschließlich der 
neuronalen Netze, mit einer durchschnittlichen monatlichen 
Rendite von 5,54 %. Unser Schwerpunkt liegt jedoch auf wert­
gewichteten Port folios, da gleich gewichtete Portfolios auf­
grund von Transaktionskosten und Liquiditätsproblemen 
nicht leicht zu implementieren sind.

Im Vergleich zur Rohertragsvariante sind die Ergebnisse 
für das Szenario mit rangsortierter Rendite ähnlich. Wie in 
ABBILDUNGABBILDUNG  11b dargestellt, gehören die drei neuronalen Netze 
auch in Bezug auf die kumulierte wertgewichtete Rendite zu 
den drei leistungsstärksten Maschine­Learning­Modellen. Im 
Gegensatz dazu erzielt das große CNN bei prozentualen Ziel­
werten im Zeitraum nach 2003 einen höheren kumulativen 
Wert als das RNN und das kleinere CNN mit 2,24 %, 2,10 % bzw. 
2,00 % der monatlichen Rendite. Die größte Sharpe Ratio be­
trägt 2,48 für den großen CNN. Betrachtet man die regressi­
ons­ und entscheidungsbaumbasierten maschinellen Lern­
modelle, so zeigt sich ebenfalls ein anderes Leistungsschema. 

1 | Kumulative wertgewichtete Rendite von Machine- 
Learning-Modellen 
Out-of-Sample

— CNN (klein) — CNN (groß) — GLM — RNN 

— GBM — DRF — Baseline Factor

a Prognose tatsächlicher Renditen
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4.000
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b Prognose der Prozentränge
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0
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Quelle: Azevedo et al. (2022)
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2 | Modellperformance im Vergleich 

Spezifikationen der Modelle Performance Vergleich zum Basisfaktor

Algorithmus Prognoseziel Merkmalset Lernzeitraum Monats-
Rendite in % t-Stat Überschussrendite t-Stat

CNN Prozentrang vollständig 10y-Rollen 2,70 9,73 1,74 5,23

CNN Prozentrang vollständig Erweiterung 2,71 9,48 1,72 4,98

CNN (groß) Prozentrang vollständig Erweiterung 2,55 9,32 1,56 4,66

CNN (groß) Prozentrang Elastisches Netz statisch 2,55 9,09 1,55 4,46

CNN Prozentrang Elastisches Netz statisch 2,55 8,65 1,51 4,35

CNN Prozentrang Lasso statisch 2,41 8,85 1,41 4,17

CNN (groß) Prozentrang vollständig 10y-Rollen 2,38 8,44 1,36 3,96

CNN Prozentrang vollständig 5y-rollend 2,28 7,45 1,30 3,43

CNN (groß) Prozentrang Lasso statisch 2,30 7,53 1,29 3,49

CNN (groß) Prozentrang vollständig statisch 2,24 8,99 1,27 3,90

CNN (groß) Prozentrang t-Stat.>3 statisch 2,24 7,89 1,23 3,56

RNN Prozentrang vollständig statisch 2,10 6,95 1,09 2,93

CNN Prozentrang t-Stat.>3 statisch 2,07 7,20 1,04 2,95

CNN (groß) Prozentrang vollständig 5y-rollend 2,00 6,21 1,02 2,67

GBM Prozentrang vollständig 10y-Rollen 2,01 6,67 1,01 2,69

CNN Prozentrang vollständig statisch 2,00 7,79 1,01 3,03

CNN Rendite vollständig statisch 1,99 8,03 0,99 3,09

GBM Prozentrang vollständig Erweiterung 1,86 6,63 0,83 2,34

GBM Prozentrang Lasso statisch 1,79 7,01 0,79 2,36

CNN (groß) Rendite vollständig statisch 1,75 7,39 0,75 2,38

GBM Prozentrang vollständig statisch 1,75 6,81 0,73 2,16

GLM Rendite vollständig Erweiterung 1,63 8,21 0,70 2,61

GBM Prozentrang Elastisches Netz statisch 1,68 6,66 0,67 1,98

DRF Prozentrang vollständig statisch 1,66 5,63 0,62 1,69

GLM Rendite vollständig 10y-Rollen 1,49 7,58 0,56 2,07

GLM Rendite Elastisches Netz statisch 1,48 8,06 0,56 2,08

RNN Rendite vollständig statisch 1,47 5,66 0,52 1,51

GLM Rendite vollständig statisch 1,43 8,03 0,51 1,93

GLM Prozentrang vollständig statisch 1,49 6,67 0,47 1,50

GBM Rendite vollständig statisch 1,21 6,35 0,27 0,93

DRF Rendite vollständig statisch 1,00 5,80 0,05 0,18

Die Tabelle zeigt einen Auszug (Modelle aus Abbildung 1 und Modelle mit t-Statistik der Überschussrendite > 1,96) der angewandten maschinellen Lernmodelle. Grundsätzlich wird 
zwischen den Typen der maschinellen Lernalgorithmen, den Rohertrags- und prozentualen Zielwerten, den angewandten Merkmalsauswahlverfahren und den rollierenden 
Trainingstechniken unterschieden. Die hervorgeheben Modelle entsprechen den in Abbildung 1 gezeigten Modellspezifikationen.

Quelle: Azevedo et al. (2022) 
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Bei den rangsortierten Renditen weist das GLM mit einer 
 weniger komplexen Modellarchitektur die schwächste  Leistung 
des maschinellen Modells auf. Mit 1,49 % durchschnittlicher 
monatlicher Rendite übertrifft es immer noch die lineare 
Benchmark. Innerhalb des beschriebenen Rahmens ist das 
beste Modell ohne neuronale Netze das GBM mit einer durch­
schnittlichen monatlichen Rendite von 1,75 % im Zeitraum 
nach 2003 und einer Sharpe Ratio von 1,81. 

4 Diskussion der Ergebnisse

4.1 Maschinelle Lernmodelle im Leistungsvergleich
ABBILDUNGABBILDUNG 2 2 zeigt die Ergebnisse der sechs verschiedenen ma­
schinellen Lernmodelle für Prognosen der tatsächlichen und 
rangsortierten Renditen als Zielwerte für das jeweilige maschi­
nelle Lernmodell (hervorgehobene Zeilen). Zur weiteren Prü­
fung der Robustheit wurden auf der Grundlage dieser Modelle 
drei Referenzmodelle mit Variationen auf der Grundlage von 
fünf Methoden zur Merkmalsreduzierung (vollständiges Merk­
malset, t­Statistiken größer als 3, t­Statistiken größer als 1,96, 
Lasso und ElasticNet) und vier unterschiedlichen Trainings­
fenstern (statisches Fenster, erweitertes Fenster, rollierendes 
5­Jahres­Fenster und rollierendes 10­Jahres­Fenster) einbezogen. 

Der Übersichtlichkeit halber zeigt ABBILDUNGABBILDUNG 2 2 nur einen 
Auszug der 40 Modelle (Modelle mit signifikanter Outperfor­
mance gegenüber dem Basisfaktor sowie die Modelle aus AB-AB-

BILDUNGBILDUNG 1 1) .  Wie zu sehen ist, sind die Ergebnisse vielverspre­
chend. Das vollständige, kleine CNN, das mit rangsortierten 
Renditen als Zielwert arbeitet, weist bei einem erweiterten 
rollierenden Fenster und einer vollständigen Merkmalsbasis 
mit 2,71 % die höchste durchschnittliche Monatsrendite auf. 

Insgesamt lässt sich festhalten, dass 
bezüglich der verwendeten Algorithmen 
neuronale Netze, ähnlich wie bei Gu et al. 
(2020), meist regressions­ und entschei­
dungsbaumbasierte Ansätze übertreffen. 
In Übereinstimmung mit Azevedo und 
Hoegner (2022) scheinen die CNN­Model­
le überraschen derweise besser mit Sig­
naldatenproben  umgehen zu können als 
RNN­Modelle. Betrachtet man die regres­
sions­ und ent scheidungsbaumbasierten 
Modelle genauer, so zeigt sich ein deutli­
cher Unterschied auf der Grundlage der 
Zielwerte. Bei Roherträgen als Zielwerten 
scheint das GLM­Modell die besten Ergeb­
nisse zu erzielen, während das GBM­Mo­
dell bei rangsortierten Erträgen besser 
 abschneidet. 

Was die Techniken zur Merkmalsredu­
zierung betrifft, so scheinen nur Elastic­
Net­ und die Lasso­Merkmalsauswahl die 
Modellleistung bei allen Algorithmen für 
maschinelles Lernen zu verbessern. Ver­
gleicht man verschiedene rollierende 
Trainings ansätze, so umfasst das rollie­

rende 5­Jahres­Fenster in der Regel zu wenig Informationen, um 
den ursprünglichen statischen Ansatz zu übertreffen. Im Ge­
gensatz dazu zeigen die Ergebnisse unserer Modelle mit einem 
erweiterten oder 10­jährigen rollierenden Fenster eine signifi­
kante  Leistung.
Abschließend lässt sich sagen, dass alle 40 Modelle, die ma­
schinelle Lernmodelle implementieren, für den Zeitraum nach 
2003 innerhalb eines wertgewichteten Portfolios im Durch­
schnitt eine höhere monatliche Rendite aufweisen als unsere 
lineare Basisfaktor­Benchmark (0,98 %). Darüber hinaus wei­
sen 26 Modelle eine signifikant höhere Rendite als der Basis­
faktor auf, die über dem kritischen Wert von 1,96 für das 
95 %­Konfidenzintervall liegt. Hier zeigt das kleine CNN als 
bestes Modell einen Performanceunterschied von 1,74 % gegen­
über dem Basisfaktor.

4.2 Klassifizierung von Renditen aus maschinellem 
 Lernen als Rendite- oder Risikokomponenten etablierter 
Faktormodelle
Wie die vorangegangene Analyse gezeigt hat, ist es unwahr­
scheinlich, dass die Ergebnisse der maschinellen Lernmo­
delle auf p­Hacking zurückzuführen sind. Folglich sollten 
diese Ergebnisse der Theorie zufolge entweder verborgene 
Komponenten von Risikofaktoren sein oder ein Hinweis auf 
eine Widerlegung der Effizienzmarkthypothese (EMH) und 
der Joint­Hypothese (Fama, 1991) auf dem internationalen 
 Aktienmarkt.

Die Theorie der Vermögenspreise stellt mehrere Faktor­
modelle mit unterschiedlichen Risikokomponenten auf. Für 
unsere Studie regressieren wir die Rendite der Referenzmo­
delle gegen acht Faktormodelle: das Vier­Faktoren­Modell von 
Carhart (1997), das Capital Asset Pricing Model (CAPM), den 

3 | Modellperformance im Vergleich 

Faktormodell
GLM  

(roh, statisch, 
vollständig)

Großes CNN  
(prozentual, statisch, 

vollständig)

GBM  
(rangsortiert, statisch, 

vollständig)

Carhart  
(vier-Faktoren)

1,28 %
[6.97]

2,25 %
[9.66]

1,80 %
[8.59]

CAPM 1,44 %
[7.99]

2,41 %
[10.08]

2,03 %
[9.07]

DHS 1,21 %
[6.44]

1,55 %
[6.69]

0,87 %
[4.12]

Fama-French  
(fünf Faktoren)

1,40 %
[7.26]

2,08 %
[9.06]

1,73 %
[8.18]

Fama-French  
(drei Faktoren)

1,46 %
[8.01]

2,43 %
[10.66]

2,08 %
[9.75]

Augmentierter Q-Faktor 1,06 %
[4.69]

1,66 %
[6.16]

1,01 %
[4.29]

Q-Faktor 1,04 %
[4.81]

1,79 %
[6.87]

1,14 %
[4.98]

Mispricing-Faktor 1,14 %
[5.56]

1,78 %
[7.23]

1,31 %
[5.93]

Die Werte für das Alpha und die t-Statistiken werden auf der Grundlage einer linearen Regression im Zeithorizont von 
2003 bis 2019 berechnet.

Quelle: Azevedo et al. (2022) 
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Behavioral Factor von Daniel et al. (2020) (DHS), die Drei­ und 
Fünf­Faktoren­Modelle von Fama und French (1993) (FF­3 und 
FF­5) und sowohl das Q­Faktor­Modell als auch den augmen­
tierten Q­Faktor und den Mispricing­Faktor von Stambaugh 
und Yuan (2017). Die Ergebnisse in ABBILDUNGABBILDUNG 3 3 zeigen ein 
durchgängig hohes Signifikanzniveau für alle getesteten 
Modelle im Vergleich zu den acht Faktorenmodellen. Die drei 
Referenzmodelle weisen signifikante Alpha­Werte zwischen 
0,87 % und 2,43 % auf, wobei die t­Statistiken deutlich über dem 
kritischen Wert von 3 liegen. Zusammenfassend lässt sich 
sagen, dass die Modelle, einschließlich der Ansätze des neu­
ronalen Netzes, deutliche Alphas aufweisen (d.h. das CNN). 
Folglich lassen sich die Renditen unserer Modelle nicht zu­
friedenstellend durch die am häufigsten verwendeten Faktor­
modelle erklären.

5 Fazit

Unsere Studie schließt an frühere Metastudien an, indem sie 
die Analyse von 240 Anomalien auf dem internationalen 
Aktien markt wiederholt und die einzelnen Anomalien zu einer 
linearen Kombination zusammenfasst, die als Benchmark für 
unsere weitere Forschung dient. Unsere Ergebnisse zeigen, 
dass nicht lineare Kombinationen innerhalb des internationa­
len Aktienuniversums im Vergleich zur linearen Benchmark 
eine bessere Performance aufweisen. Die meisten unserer 
maschinellen Lernmodelle erzielen eine signifikante monat­
liche durchschnittliche wertgewichtete Rendite von bis zu bis 

2,71 %, was die Überlegenheit gegenüber dem Basisfaktor mit 
einem Anstieg von bis zu 1,74 % durch nicht lineare Effekte 
verdeutlicht. 

Da die Outperformance unserer Modelle nicht als Risiko­
komponente durch gemeinsame Faktormodelle erklärbar ist, 
scheinen diese Ergebnisse durch Marktineffizienzen und 
Fehlbewertungen gerechtfertigt zu sein. Dies weckt Zweifel 
an der Effizienzmarkthypothese und der Joint­Hypothese 
(Fama, 1991), da nicht lineare Effekte mehrerer Signale die 
Preisbildung für inter nationale Vermögenswerte weitgehend zu 
 beeinflussen  scheinen.

Unsere Studie unterstreicht die Bedeutung nicht linearer 
Beziehungen innerhalb des „Faktor­Zoos“ und ihre Auswirkun­
gen auf die internationale Preisbildung von Vermögenswerten. 
Wir sind davon überzeugt, dass intelligente Algorithmen für 
maschinelles Lernen mit fortlaufenden Forschungsfortschrit­
ten, verbesserten Interpretationsmaßnahmen und größerer 
Rechenleistung unser Wissen über die Preisbildung von Ver­
mögenswerten erweitern können. In der Zukunft könnten 
Modelle, die auf diesen intelligenten Algorithmen beruhen, 
zur Entwicklung verbesserter Modelle zur Preisbildung von 
Vermögenswerten beitragen. In der Zwischenzeit können 
diese verborgenen Muster Arbitrage­Möglichkeiten für 
 Praktiker bieten.
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